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摘　要：　细粒度表情识别任务因其包含更丰富真实的人类情感而备受关注 . 现有面部表情识别算法通过提取

局部关键区域等方式学习更优的图像表征 . 然而，这些方法忽略了图像数据集内在的结构关系，且没有充分利用标签

间的语义关联度以及图像和标签间的相关性，导致所学特征带来的性能提升有限 . 其次，现有细粒度表情识别方法并

未有效利用和挖掘粗细粒度的层级关系，因而限制了模型的识别性能 . 此外，现有细粒度表情识别算法忽略了由于标

注主观性和情感复杂性导致的标签歧义性问题，极大影响了模型的识别性能 . 针对上述问题，本文提出一种基于关系

感知和标签消歧的细粒度面部表情识别算法（fine-grained facial expression recognition algorithm based on Relationship-

Awareness and Label Disambiguation，RALD）. 该算法通过构建层级感知的图像特征增强网络，充分挖掘图像之间、层级

标签之间以及图像和标签之间的依赖关系，以获得更具辨别性的图像特征 . 针对标签歧义性问题，算法设计了基于近

邻样本的标签分布学习模块，通过整合邻域信息进行标签消歧，进一步提升模型识别性能 . 在细粒度表情识别数据集

FG-Emotions 上算法的准确度达到 97.34%，在粗粒度表情识别数据集 RAF-DB 上比现有主流表情分类方法提高了

0.80%～4.55%.
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Abstract:　There has been a growing interest in fine-grained facial expression recognition due to its ability to capture more 
subtle and realistic human emotions. Existing facial expression recognition algorithms enhance image representations by extracting 
local key regions and other relevant features. However, these methods disregard the inherent structural relationships within the 
image dataset and fail to fully exploit the semantic correlation between labels and the relationship between images and labels, 
which restricts the enhancement of feature learning. Besides, current fine-grained expression recognition methods do not ef⁃
fectively explore and utilize the hierarchical relationship between coarse and fine-grained levels, which limits the recognition 
performance of the model. In addition, existing fine-grained expression recognition algorithms ignore the label ambiguity problem 
caused by labeling subjectivity and emotional complexity, which greatly affects the recognition performance of the model. To 
address these issues, we propose a fine-grained facial expression recognition algorithm based on relationship-awareness and label 
disambiguation (RALD). This algorithm enhances image features by constructing a hierarchy-aware image feature enhancement 
network, thoroughly exploring the dependencies among images, hierarchical labels, and between images and labels to obtain 
more discriminative image features. As for the issue of label ambiguity, this algorithm designs a nearest neighbors-based label 
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distribution learning module, which further improves recognition performance by integrating neighborhood information for label 
disambiguation. Our algorithm achieves 97.34% in terms of accuracy on the FG-Emotions dataset for fine-grained expression 
recognition. Additionally, it outperforms existing mainstream facial expression recognition algorithms by 0.80% to 4.55% on 
the RAF-DB dataset for coarse-grained expression recognition.

Key words:　 fine-grained facial expression recognition; attention mechanism; relation awareness; feature optimiza⁃
tion; label distribution learning
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1　引言

近年来，面部表情识别（Facial Expression Recognition，
FER）逐渐成为情感计算领域和计算机视觉中的研究热点，

旨在将人类静态面部图像中的情感转化为计算机可理解

的形式，以实现更智能、更人性化的交互 . 目前，该任务已

被广泛应用于人机交互［1，2］、课堂教学［3］和卫生保健［4］等
领域 . 然而，现阶段的面部表情识别任务主要基于Ekman［5］

提出的六类（或加入中性表情的七类）基本情绪，忽略了

人类情绪和面部表情的丰富度和多样性，限制了情感计

算中的细粒度语义理解 . 因此，研究细粒度面部表情识别

任务具有十分重要的现实意义和应用价值 .
传统的基于基本表情的面部表情识别算法主要致力

于提取更具辨别性的特征表示，具体方法包括构建更强的

网络结构［6，7］、获取局部关键区域特征［8~10］以及引入额外信

息如身份信息［11，12］等，但细粒度表情相对于基本表情有着

更加明显的类间差异小、类内差异大的特点 . 基于基本表

情识别的算法大多关注图像全局或图像内的局部区域特

征，难以适用于细粒度表情识别任务 . 同时，这些算法忽略

了图像数据集的内在拓扑结构关系，也没有充分利用标签

之间的语义关联以及图像与标签之间的相关性，而标签语

义关系的作用在视觉问答和图像字幕生成等任务中已经

得到证明，其通过不同模态信息之间的互补性，提升模型

对图像关系的理解能力 . 因此，如何有效地挖掘和利用图

像间、标签间以及图像与标签之间的关联性，以进一步优

化图像特征表示，成为面部表情识别的一大挑战 .
在细粒度表情识别任务中天然存在粗细粒度标签

的层级关系 . 因此，如何充分利用这一层级结构获得更

鲁棒的图像特征表示是细粒度表情识别任务中的另一

大挑战 . 此外，细粒度面部表情识别的标注涉及到标注

者对情感的理解，而不同文化背景、个人经历等因素都

可能影响标注者对表情的理解和分类［13］，同时细粒度

情感表征本身的复杂性和多样性也会导致较大的标签

歧义性，进而降低了模型的识别性能 . 虽然Zhu等人［14］

提出的两阶段的关系挖掘网络R3HO-Net模型通过 k近
邻算法和标签从属关系构建图结构，并用图卷积神经

网络更新关系信息 . 然而，该方法对参数敏感，且未充

分利用标签层级关系，同时也未考虑标签歧义性对模

型性能的限制 .

针对细粒度面部表情识别中的难点以及现有方法

的不足，本文提出了一种基于关系感知和标签消歧的

细粒度面部表情识别算法（fine-grained facial expression 
recognition algorithm based on Relationship-Awareness 
and Label Disambiguation，RALD）. 它主要由两个部分

组成，分别是层级感知的图像特征增强网络以及基于

近邻样本的标签分布学习模块 . 其中，层级感知的图像

特征增强网络包含三个模块，即图像拓扑关系表示、层

级感知的标签关系表示以及标签引导的图像特征优化

模块，通过对图像间、标签间及图像与标签之间的关系

进行建模，以生成更有辨别力的图像特征表示；基于近

邻样本的标签分布学习模块利用近邻信息生成标签分

布，并约束其与真实标签分布的相似性，缓解了单一标

签带来的标签歧义性问题 .
2　相关工作

2. 1　细粒度面部表情识别

面部表情识别的研究可追溯到由 Ekman［5］提出的

六类基本情绪理论，包括惊讶（surprise）、厌恶（dis⁃
gust）、恐惧（fear）、快乐（happiness）、悲伤（sadness）和愤

怒（anger）. 随后，基于这一经典心理学理论，基于基本

情绪的粗粒度表情识别大致可以分为基于特征提取的

方法［11，12，15~22］和基于损失函数设计的方法［23，24］.
然而，粗粒度的基本表情并不能充分体现表情的

复杂性和微妙性 . 为了涵盖丰富的人脸表情，如图 1所

示，Liang等人［25］构建了一个包含 33种表情类别的自然

环境下的细粒度表情数据集 FG-Emotions，并提出了一

种基于多尺度动作单元的MSAU-Net模型，通过检测和

“放大”面部动作单元来定位最有辨别性的面部区域 .
Zhu等人［14］提出了一种基于图卷积神经网络的 R3HO-

Net模型，利用关系推理和分层关系优化将细粒度表情

识别问题建模为关系映射问题 .
2. 2　面部表情识别中的注意力机制

注意力机制［26］由于其强大的特征提取和关键信息

筛选能力［27，28］被广泛地应用于细粒度识别任务中 . 视觉

任务中 . 其在人脸表情识别上有许多应用，例如 Trans⁃
FER模型［20］、APViT模型［29］和MRAN模型［18］通过注意力

机制获取最相关的面部动作单元区域，从而学习具有辨
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别性的表情特征 . 然而，细粒度面部表情识别中，图像之

间具有较高的视觉相似性，仅通过挖掘图像内部的细微

差异带来的性能提升有限 . 因此，本文探索利用自注意

力和交叉注意力机制，充分挖掘图像与标签以及图像之

间的相关性 . 一方面，利用标签语义以及层级结构引导

模型提取更优的特征表示；另一方面利用图像近邻相关

性缓解数据中存在的标签歧义性问题 .
2. 3　标签分布学习

标签分布学习最初由Geng［30］于2016年提出，旨在通

过学习图像的标签分布来替代单一标签信息，以此更好

地解决标签歧义性问题［31］. 在表情识别任务中，由于标签

分布标注较为困难且工作量庞大，目前大多数FER数据

集难以为每个样本提供情绪标签分布信息 . 因此，现有研

究转向通过学习表情的标签分布来监督单标签分类问题 .

例如，Le等人［32］和Chen等人［33］利用辅助任务得到的信息

来构建标签分布以监督模型训练 . Zhao等人［34］通过训练

标签分布生成器直接生成标签分布 . 然而，上述方法均需

要借助额外的标注或者辅助信息，致使计算复杂度和成

本较高 . 不同于上述方法，本文利用数据自身的特征空间

信息，有效挖掘图像拓扑关系，并利用近邻信息构建标签

分布，实现标签信息增强 .
3　RALD模型

如图 2 为本文所提出的 RALD 模型的整体框架，

其主要由图像及标签语义编码器、层级感知的图像特

征增强网络（Hierarchy-aware Image Feature Enhance⁃
ment Network，HIFE-Net）以及基于近邻样本的标签分

布学习模块（Nearest Neighbors-based Label Distribution 
Learning，NNLDL）组成 . 其中，层级感知的图像特征增

强网络包含图像拓扑关系表示（Image Topological Re⁃
lation Representation，ITRR）、层级感知的标签关系表

示 （Hierarchy-aware Label Relation Representation，
HLRR）以及标签引导的图像特征优化模块（Label 
Guided Image Feature Optimization Module，LGIFO）. 具

体地，本文首先通过图像编码器和标签语义编码器，

提取图像特征表示和标签语义信息；之后，通过层级

感知的图像特征增强网络，同时有效感知图像之间、

标签之间以及图像和标签之间的依赖关系，以对图像

特征进行优化并获得更鲁棒的图像表征；此外，通过

基于近邻样本的标签分布学习模块构造样本的伪预

测标签分布，并用于监督模型预测的样本标签分布，

以此缓解标签歧义性问题对模型的影响 .

love happiness surprise anger sadness fear

affection pride surpirse anger depression anxiety

lust relief amazement irritation guilt worry

cheerfulness astonishment frustration embarrassment panic

enthrallment hate suffering terror

optimisim disgust sorrow nervousness

pleasure contempt remorse

thrill loathing gloom

torment

wrath

基本表情

细
粒
度
表
情

pride relief cheerfulness enthrallment optimisim presurethrill

happiness

细
粒
度
图
像
示
例

图1　FG-Emotions的层次结构及图像示例
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3. 1　问题定义

在细粒度面部表情识别任务中，粗细粒度标签之

间存在天然的层级结构 . 本文首先将这一层级结构建

模为一个无向无权图 G，图 G 的结点集 V = {vi|i =

1C}代表粗细粒度标签组成的集合，其中，C表示粗

细粒度标签类别的总数目，图G的边集E代表相邻层级

标签之间的边的集合 . 因此，细粒度表情识别任务可以

形式化为：已知多粒度标签层级结构 G，给定一个批次

的人脸面部表情图像 I，I i 表示第 i个表情图像 . 细粒度

面部表情识别旨在输出这些图像对应的识别结果 Ŷ =
( ŷ0 ŷ1 ×××ŷN - 1 ) 其中，N 代表一个批次的图像数量，

ŷi Î[0Cf - 1]为第 i个图像预测的类别标签，Cf代表细粒

度表情类别标签的总数目 .
3. 2　图像与标签语义编码器

（1）图像编码器 . 如图 2 所示，给定一批次图像 I，
图像编码器Fv将输出图像的特征表示 . 如式（1）所示：

F = Fv (I) （1）
其中，FÎRN ´Dv，f i 是第 i 个图像的特征向量，Dv 表示 f i

的向量维度 .
（2）标签语义编码器 . 标签语义编码器旨在获得标

签集V中的每一个标签的特征表示 . word2vec［35］是一个

可以构建词向量的三层神经网络，本文利用预训练的

word2vec模型将每个类别标签 vi Î V映射为 300维的词

向量，相似语义的标签对应词向量的余弦相似度也更

高 . 需要注意的是，语义特征提取过程不参与后续梯度

反向传播 . 因此，给定包含多层级的标签集 V，标签语

义特征SÎRC ´Ds 提取过程如式（2）所示：

S = Fs (V ) （2）
其中，Ds表示每个类别标签映射后的特征维度 .
3. 3　层级感知的图像增强网络

3. 3. 1　图像拓扑关系表示

由图像编码器获得初始图像特征F后，本文利用自

注意力机制，挖掘图像之间的内在拓扑结构关系 . 具体地，

首先通过三个线性层分别将图像特征F映射到对应的特

征空间，并将对应特征分别表示为Qv、Kv和Vv之后，本文

利用Qv、Kv和Vv分别计算自注意力，并扩展到多头注意

力，最后经过求和以及归一化操作，得到更新后的图像拓

扑关系特征 F͂. 这一过程如式（3）~（7）所示：

Qv =FWQ Kv =FWK Vv =FWV （3）
Rv = λQv Kv

T （4）
FSA = softmax(Rv )Vv （5）

FMSA = concat(F 1
SA ×××F

h
SA )WMSA （6）

F͂ = norm(FMSA + FFN(FMSA )) （7）
其中，WQ、WK 和WV 分别表示不同线性层的参数矩阵，

Rvij 表示第 i个图像和第 j个图像之间的相关性 . λ表示

缩放参数 . FSA 和 FMSA 分别表示单头和多头注意力模

块的输出结果，其中 h 表示注意力头的个数 . concat、
norm 和 FFN 分别表示特征拼接操作、归一化操作和前

馈神经网络计算 .
3. 3. 2　层级感知的标签关系表示

如图 3 所示为层级感知的多头自注意力机制

（Hierarchical-Aware Multi-Head Self-Attention， HA-

MSA）. 不同于图像特征，标签信息包括语义及标签之

间的层级结构信息 . 其中，标签层级关系作为一种图结

构，一种直观的做法是使用图神经网络如图卷积神经

网络［14］对其进行建模 . 然而，图神经网络相对简单，容

易出现过平滑问题 . 受Graphormer［36］的启发，本文在多

头注意力模块中，引入层级结构编码（Hierarchical En⁃
coder，HE），从而融入标签层级关系 . 类似于式（4），这

一过程如式（8）所示：

Rs ij = (h i
-
W Q )(h j

-
W K )T + bξ(vi vj ) （8）

其中，Rsij 代表多头注意力机制中相关性矩阵 Rs 的第 i
行第 j 列元素，表示第 i 个标签与第 j 个标签的依赖程

度 .-W Q 和
-
W K 代表不同线性层的参数矩阵 . λ为缩放参

数 . h i 和 h j 分别表示第 i 个和第 j个隐向量特征 . bξ(vi vj )

表示层级感知编码的偏置项 .

给定一个标签层级结构 G，本文定义一个由

ξ(vi vj )索引的可学习的标量 bξ(vi vj )来表示结构编码结

果 . 具体地，ξ(vi vj )ÎRC ´C用于度量G中各节点之间的

空间结构关系，其表示如式（9）所示：

ξ(vi vj )=
ì

í

î

ïïïï

ïïïï

SPD(vi vj )    (vi vj )Î ε

       0              i = j

       σ             其他

（9）

其中，ε表示粗粒度标签与细粒度标签对应节点的边的

集合 . SPD(vi vj )表示从节点 vi 到节点 vj 的最短路径距

离（Shortest Path Distance，SPD）. σ 为一个与最短路径

距离相关的常数 . 由此，可构建一个关于 ξ(vi vj )的递

减函数 bξ(vi vj )，从而将图结构编码为自注意力机制中的

偏置项 . 当节点 vi 和 vj 在空间结构上的 SPD越远时，其

相关性越低，对应的偏置bξ(vi vj )则越小 .

图3　层级感知的多头自注意力(HA-MSA)
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通过上述层级结构编码，RALD模型能够有效地利

用细粒度表情中的标签结构信息 . 之后遵循式（10）~
（12），本文对标签语义信息进行强化，从而获得层级感

知的标签关系的标签特征 S͂.
SSA = softmax(Rs )Vs （10）

SMSA = concat(S 1
SA ×××S

h
SA )WMSA （11）

S͂ = norm(SMSA + FFN(SMSA )) （12）
3. 3. 3　标签引导的图像特征优化

如图4（a）所示，现有面部表情算法往往对图像特征

和标签特征进行简单级联，并通过多头注意力模块对融

合特征进行建模，忽略了图像特征和标签特征之间的相

关性 . 针对这一问题，如图4（b），本文提出标签引导的图

像特征优化模块，通过交叉注意力机制建模标签与图像

之间的关系，利用标签信息对图像信息进行增强 .

具体地，本文利用交叉注意力模块的多头注意力机

制将图像特征 F͂和标签特征表示 S͂分别映射到不同特征

空间，以获得基于图像特征的查询矩阵 Q͂v和基于标签特

征的键值矩阵 K͂s和 V͂s. 其具体过程如式（13）所示：

Q͂v = F͂W͂Q K͂s = S͂W͂K V͂s = S͂ （13）
由此，针对三元组 (Q͂v K͂s V͂s)可依据式（4）获得图

像与标签之间的相关性矩阵Rvs，并根据Rvs更新图像的

特征表示，以此通过标签信息的引导，实现对图像特征

的优化，获得最终的图像特征表示 F̂. 这一过程如

式（14）~（17）所示：

Rvs = λQ͂v K͂s
T （14）

XSA = softmax(Rvs )V͂s （15）
XMSA = concat(X 1

SA ×××X
h
SA )WMSA （16）

F̂ = norm(XMSA + FFN(XMSA )) （17）
3. 4　基于近邻样本的伪预测标签分布生成

在面部表情数据标注过程中，不同背景的人对面部

表情的认知可能不同，使得标注具有较强的主观性 . 此

外，由于人类情感的复杂性，面部表情通常包含多种情

感类别，导致数据存在严重的标签歧义性问题，进而极

大限制了模型性能 . 然而现有方法往往需借助额外信

息，致使计算成本较高 . 针对上述问题，本文提出基于近

邻样本的标签分布生成模块，探索利用数据集自身的特

征空间，基于“样本的相似特征近邻应该具有相似情绪”

的假设，通过加权融合邻居样本的标签信息构造样本标

签分布 .
具体地，本文首先通过图像拓扑关系表示模块获

取图像拓扑关系矩阵 Rv，其元素表示对应图像样本之

间的相关性 . 如图 5所示，以第 1个样本为例，通过排序

算法可获得第 1个样本图像最相似的 k个图像，其对应

的权重向量可表示为 r1 ÎRk k <<N. 第 1个样本图像的

表情标签分布表示为 D1 = (d 1
0 d

1
1 ×××d

1
Cf - 1 )，其中，d 1

j 为

类别 j的概率，且∑
j = 0

Cf - 1

d 1
j = 1，其构建过程如式（18）所示：

D1 =
∑
i = 1

k

(r 1
i P i )

∑
i = 1

k

r 1
i

（18）

其中，r 1
i 表示与第 1个样本最相似的第 i个图像的相关

性，P i ÎRCf 表示和第 1个图像最相似的第 i个图像通过

细粒度分类头得到的预测概率分布 .
为了缓解单类别标签造成的标签歧义性对模型性

能的影响，本文通过 KL 散度（Kullback-Leibler Diver⁃
gence，KLD）约束每一批次图像的预测标签分布矩阵 P

与近邻样本构造的标签分布矩阵 D 的相似性，损失函

数如式（19）所示：

LKL =KL(D||P)=-
1

NCf
∑
i = 0

N - 1∑
c = 0

Cf - 1

Di
c log(P i

c ) （19）
3. 5　损失函数

细粒度表情识别本质上是一个图像分类问题，因

此本文采用交叉熵损失函数进行约束，如式（20）所示：

Lf = LCE (ŶY ) （20）

图5　基于近邻样本的伪预测标签分布生成模块示意

(a) 常见的基于注意力机制的数据融合方法

(b) RALD模型的数据融合方法

图4　常见的数据融合方法与本文所提数据融合方法对比
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其中，Y是输入图像的细粒度真实标签，预测标签 Ŷ为预

测分布P中概率最大值对应的标签，即 Ŷ= argmax(P)，LCE

表示交叉熵损失函数 . 本文的损失函数如式（21）所示：

L = Lf + LKL （21）
所提算法的整体流程如算法1所示：

4　实验

4. 1　数据集与评价指标

为了验证本文所提方法的有效性，本文在细粒度表

情识别数据集 FG-Emotions［25］上进行训练和测试 . FG-

Emotions包含来自于影视剧集中的10 371张图像，并包含

6个粗粒度类别和33个细粒度类别 . 本文采用FG-Emotions
预处理后的关键帧数据，其中包括7 245张训练图像和3 126
张测试图像 . 此外，本文还在两个主流的7类粗粒度表情

识别数据集AffectNet［37］和RAF-DB［38］上进行实验以进一

步验证所提算法的有效性 . 其中，AffectNet包括28 709张

训练图像，3 589张验证图像和3 589张测试图像 . RAF-DB
的训练集包含12 271张图像，测试集包含3 068张图像 .
本文利用平均准确率、各类别识别准确率，以及每秒处理

帧数（Frames Per Second，FPS）作为评价指标，从而定量地

评价RALD模型的识别结果 .
4. 2　实验设置

本文使用 pytorch 框架搭建模型，操作系统为

Ubuntu 18.04.6 LTS，CPU为Hygon C86 7151 16-core Pro⁃
cessor，GPU为NVIDIA RTX A4000，显存容量是16 GB.

在FG-Emotions数据集上，本文以ResNet18［39］为基础

模型 . 由于该数据集的粗细粒度标签命名存在重复，本文

将每个粗粒度标签所属细粒度的特征进行平均，作为该

粗粒度标签的语义特征 . 实验的批处理大小为128. 式（8）
中的 λ取值为0.125. 式（9）中的 σ设置为500. 本文将实验

的初始学习率设置为 0.01，使用 SGD（Stochastic Gradient 
Descent，SGD）优化器迭代训练整个网络，每100轮对学习

率进行衰减，衰减系数为5e-3，总共迭代300轮次 .
4. 3　实验结果

4. 3. 1　与现有方法比较结果

表 1为 RALD模型与主流方法在 FG-Emotions数据

集上的性能对比结果，RALD模型整体性能优于现有的

主流方法 . 平均准确率较EAC、DAN和POSTER分别高

出约 1.14%、5.00%和 1.90%. 与通过图结构进行关系学

习和推理的 R3HO-Net 相比，RALD 模型提高了约

1.51%的准确率，表明利用标签层级关系和图像特征优

化有助于特征表征以及标签消歧 . RALD在大多数类别

上实现了更好的识别性能，验证了其优越性和鲁棒性 .
此外，RALD 的推理速度优于大多数方法，相较于 DAN
和POSTER分别快 740 FPS和 881 FPS，表明RALD模型

在推理性能和推理速度上实现了较好的平衡 .
另外，本文在两个基本表情识别数据集上对RALD

模型的有效性进行验证，其结果如表 2所示 . 需要指出

的是，由于基本表情数据集不存在标签层级关系，因此

本文在RALD模型的基础上删除了层级结构编码部分，

得到了算法退化版本RALD-L.
由表2可知，相比较于DACL、DACL+R3HO-Net、DAN、

POSETR和REA-Net，本文所提RALD-L模型在RAF-DB的

准确率分别提高了约2.80%、5.06%、0.88%、4.55%和1.77%.
在AffectNet上，RALD-L模型相比DACL、SCN和REA-Net
分别提升了约0.04%、6.98%以及4.79%的准确率，验证了

本文算法在缺少标签层级关系的条件下在基本表情数据

集上的泛化性 . 虽然RALD-L在AffectNet上相比于DAN
和POSTER算法性能略有不足，但是本文设计的RALD-L
算法旨在基于图像整体特征，深入探讨如何有效挖掘图

像之间、标签之间以及图像与标签之间的相关性，并针对

标签存在的歧义性问题展开研究 . 需要特别指出的是，在

基本表情数据集上，RALD-L即使不考虑层级结构编码，

其性能依然优于R3HO-Net，侧面反映了本文利用注意力

机制挖掘图像及标签关系和在标签消歧方法上的优越性 .
由上述对比结果可知，本文所提算法的退化版本在基本

表情数据集上相较于大多数方法具有一定的竞争性和优势.
4. 3. 2　消融实验

为了验证所提RALD算法中各个模块的有效性，本

文采用未预训练的 ResNet18作为基础模型（baseline），

在细粒度面部表情识别数据集 FG-Emotions 上进行消

融实验 . 消融实验结果如表3所示 .
方法（b）与基础模型相比，加入 ITRR模块带来了约

4. 69%的提升，表明图像数据集的内在关系挖掘有助于

算法1　基于关系感知和标签消歧的细粒度面部表情识别算法

输入:人脸图像 I,标签集合V,标签层级结构G,近邻样本数 k,图像的

真实标签Y,最大迭代步N.
输出:图像的预测标签 Ŷ

方法:
1.  FOR epoch=0 TO N−1 DO:
2.  依据式(1)和式(2)分别获得图像特征F和标签语义特征S;
3.  依据式(3)~(7)得到图像关系矩阵Rv和图像拓扑表示 F͂;
4.  依据式(10)~(12)得到标签特征 S͂;
5.  遵循式(14)~(17)获得由标签特征引导后的图像特征 F̂;
6.  将 F̂输入细粒度分类头得到图像的预测分布P;
7.  依据式(18),由图像的预测分布P和图像关系矩阵Rv得到此批

次图像对应的标签分布D;
8.  计算图像的预测标签 Ŷ = argmax(P);
9.  依据式(19)计算P和D的KL散度损失;
10.  依据式(20)计算 Ŷ和Y的交叉熵损失;
11.  通过优化式(21)的总损失函数更新网络参数;
12.  END FOR
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获得更具辨别力的图像特征表示 . 方法（d）通过LGIFO模

块引入标签特征后，相较于基础模型准确率提升了4.02%，

这表明利用标签自身语义特征与图像之间的关联性有助

于面部表情识别准确率的进一步提升 . 方法（e）和方法（f）
分别挖掘了图像关系和标签关系，都可以在方法（d）的基

础上实现提升，验证了本文两种关系感知模块的有效性 .
最后，方法（g）通过引入基于近邻样本的标签分布学习模

块（NNLDL），识别准确率得到进一步提升，验证了标签分

布学习能有效缓解标签歧义性对模型性能的影响 . 整体

模型相比于基础模型在识别准确率上提高了约5.43%，验

证了所提各模块的有效性 .
针对FG-Emotions数据集，在基于近邻样本的标签分

布学习模块中使用不同近邻样本数量 k的消融实验如图

表1　RALD模型与主流方法在FG⁃Emotions数据集上的识别准确率和推理速度对比结果

积极或

消极表情

unpleasant

pleasant

平均准确率/%
推理速度/FPS

粗粒度类

fear

sadness

anger

surprise

happiness

love

细粒度类

anxiety
worry
panic
terror

nervous
depression
embarrass

gloom
guilt

remorse
sorrow

suffering
anger

contempt
disgust

frustrate
hate

irritate
loathing
torment
wrath
amaze

astonish
surprise
cheerful
enthrall

optimism
pleasure

pride
relief
thrill

affection
lust
Avg.

Speed

Resnet18[39]

95.12
94.63
90.00
89.23
96.97
92.80
91.52
94.02
94.92
89.66
96.24
93.55
91.58
85.39
93.33
87.50
88.33
91.89
85.85
91.80
92.86
89.45
90.20
86.87
94.34
89.47
95.54
93.21
95.24
85.71
97.50
95.00
88.46
91.91
1 942

MSAU-Net[25]

68.50
66.30
67.30
69.20
67.80
70.20
65.90
72.30
68.20
68.80
66.70
78.00
73.50
72.90
71.30
72.80
81.10
76.40
77.90
70.10
70.20
85.80
74.60
77.40
69.80
82.70
75.40
73.80
76.80
75.70
80.30
83.30
82.10
73.73
—

DACL[23]

95.12
92.62
87.50
78.46
96.97
95.20
95.76
98.91
98.31
96.55
96.24
90.32
97.90
92.14
95.00
89.06
93.33
92.66
91.51
90.16
83.33
89.87
90.20
83.84
96.22
94.74
92.99
95.68
85.71
95.24
95.00
95.00
92.31
92.54
1 902

SCN[40]

97.56
95.97
97.50
95.38
93.94
96.80
98.23
98.91
98.31
91.38
98.50
93.55
94.74
97.75
93.33
96.88
91.67
97.68
92.45
93.44
88.10
91.98
90.19
89.90
99.06
98.25
99.36
98.14
95.24
90.48
97.50
92.50
92.31
95.06
1 873

R18+R3HO[14]

95.12
94.80
92.50
93.85
93.94
95.20
98.23
94.92
98.31
95.10
97.94
98.39
98.90
94.38
95.00
95.63
94.67
98.07
96.22
93.44
96.00
93.79
92.16
89.90
98.17
98.25
97.45
97.83
90.48
90.48
97.50
95.00
80.77
95.83
—

EAC[19]

97.56
96.64
97.50
95.38
96.97
95.20
98.23
98.37
94.92
94.83
98.50
98.39
97.90
95.51
93.33
95.31
93.10
97.30
92.45
95.08
97.62
91.98
96.08
90.91
99.06
96.49
98.73
98.14
90.48
95.24
95.00
97.50
96.15
95.93
318

DAN[41]

96.34
93.96
97.50
87.69
93.94
95.20
96.82
94.57
91.53
91.38
97.74
88.71
91.58
92.14
91.67
87.50
91.37
93.05
86.79
90.16
85.71
92.40
88.24
79.80
97.17
94.74
96.18
96.91
95.24
95.24
95.00
92.50
88.46
92.34
551

POSTER[16]

97.56
95.97
95.00
92.30
96.97
98.40
98.58
97.83
96.61
93.10
98.50
90.32
97.89
97.75
93.33
98.44
93.10
97.68
91.51
95.08
85.71
93.67
92.16
90.91
99.06
98.25
99.36
97.53
95.24
90.48
97.50
97.50
96.15
95.44
410

RALD(Ours)
97.56
97.99
97.50
96.92
96.97
99.20
99.65
98.91
98.31
98.27
98.50
98.39
98.95
97.75
96.67
98.44
96.55
98.07
96.22
97.72
95.08
96.20
96.08
90.91
98.11
98.25
98.73
98.77
95.24
95.24
97.50
97.50
96.15
97.34
1 291

表2　RALD⁃L模型在粗粒度表情识别数据集AffectNet和RAF⁃DB上与主流方法的识别准确率对比 单位：%
粗粒度表情

数据集
AffectNet
RAF-DB

IL-CNN[42]

56.60
82.30

MSAU-

Net[25]

—
75.80

DACL[23]

65.20
87.78

DACL+
R3HO-Net[14]

58.26
85.52

SCN[40]

58.45
82.45

Ada-CM[43]

52.97
84.13

DAN[41]

65.69
89.70

POSTER[16]

67.31
86.03

REA-

Net[44]

60.45
88.81

RALD-L
(Ours)
65.24
90.58

表3　FG⁃Emotions数据集上的消融实验

方法变体

without
label guided

with
label guided

Ours

(a)
(b)
(c)
(d)
(e)
(f)
(g)

ITRR
√√
√√
√√
√√
√√

HLRR

√√
√√
√√

LGIFO

√√
√√
√√
√√
√√

NNLDL

√√

√√

准确率/%
91.91
96.60
96.45
95.93
96.80
96.06
97.25
97.34
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6所示 . 当近邻样本k=5时，识别准确率最高 . 随着k的继

续增大，准确率下降了约0.28%. 这表明，k过大可能会导

致冗余信息，继而降低模型性能 . 而 k较小时，则无法充

分利用近邻样本的信息，导致所学伪预测标签分布可靠

性不足，难以为预测标签分布提供有效指导 .
4. 3. 3　可视化分析

为验证RALD模型的有效性，本文进行了定性的可

视化分析 . 图 7 展示了基线模型与 RALD 模型在 FG⁃
Emotions 数据集上细粒度表情识别的对比结果 . 结果

表明，细粒度表情识别相较于基本表情识别更具挑战

性 . 同时，与基线模型相比，RALD 模型识别结果更加

准确 . 如图 7右侧的第二个失败案例所示，即便在有面

部遮挡情况下，RALD的识别结果“嫌恶”仍与真实标签

“憎恨”属于同一粗粒度类，而基线模型的结果“忧郁”

则属于粗粒度类“悲伤”，体现了本文通过挖掘粗细粒

度标签之间的层级关系对面部表情识别的有效性 . 图8
展示了当近邻数量为 5时，基于近邻样本的标签分布学

习模块中最相似近邻样本的图像以及相似权重值 . 通

过图像预测分布的加权融合，可以有效地利用数据集

特征空间的近邻相似性信息，从而更准确地构造样本

的伪预测标签分布 . 相比于单一标签，这种表情类别分

布可以为模型的学习提供更丰富的监督信息，进而缓

解标签歧义性对模型性能的影响，提高面部表情识别

的准确性和鲁棒性 .

图6　不同近邻样本数量的影响

图8　基于近邻样本的标签分布学习模块中 top-5样本及权重值示例

图7　RALD模型与基线模型的识别结果可视化对比
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此外，本文还使用 t-SNE［45］进行特征空间可视化 .
本文从 FG-Emotions 测试集中随机选取 2 500 张图像，

分别使用基线模型和RALD模型进行特征提取 . 图 9为

二者的特征分布进行 t-SNE 可视化后的对比结果 . 其

中，33类细粒度标签由颜色条表示，而 6个黑色箭头指

示了粗粒度标签涵盖的细粒度标签范围 . 由图 9可知，

相比于基线模型，RALD模型对每一类别的分类结果形

成了更紧凑的簇，反映了所学特征具有更强的可辨别

性 . 需要特别指出的是，从粗粒度分类的角度，RALD
模型结果中属于同一粗粒度的不同细粒度类别在特征

空间中距离更近 . 这表明在没有训练粗粒度分类器的

情况下，RALD 模型不仅可以有效分离细粒度类别，还

可以使其满足粗粒度类别的约束关系，体现了RALD模

型挖掘粗细粒度关系的有效性和优越性 .
5　结语

本文提出了一种基于关系感知和标签消歧的细粒

度面部表情识别算法RALD，其利用层级感知的图像特

征增强网络，挖掘图像结构关系和标签层级关系，从而

获得图像拓扑关系表示和层级感知的标签关系表示，

并利用标签信息引导图像特征进行优化，以此提升模

型的识别性能 . 此外，本文提出基于近邻样本的标签分

布学习模块，基于特征空间的近邻图像信息构造样本

的标签分布，以此缓解标签歧义问题 . 在细粒度表情识

别数据集 FG-Emotions 和主流粗粒度表情识别数据集

AffectNet和RAF-DB上，大量的消融和对比实验结果验

证了我们所提出的RALD算法的有效性和优越性 .
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